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APLICACION DE LAS DISTANCIAS EN
ESTADISTICA

C.M. CUADRAS y J. FORTIANA

Universitat de Barcelona

Este articulo ofrece una panordmica actualizada de la relevancia en
Estadistica de ideas geométricas basadas en el concepto de distancia.
Sus aplicaciones se agrupan segin cuatro dreas: Estimacion Puniual,
Contrastes de Hipotesis, Representacién de Conjuntos y Prediccion
basada en Distancias.

Applying distances in Statistics.

Key words: Mahalanobis Distance, Rao Distance, Principal Co-
ordinate Analysis, Geometric Representation of Fi-
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1. INTRODUCCION

Desde su principio, la Estadistica moderna ha dependido de la Teoria de la
Probabilidad, del Anélisis, la Teoria de la Medida y del Algebra. La metodologia
estadistica no podria avanzar sin los recursos que proporcionan estas areas de la
Matematica.

También desde los principios, la Geometria, y especialmente las propiedades
topoldgicas derivadas del concepto de distancia, han desempefiado un papel im-
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portante en Estadistica, aunque su incorporacién como elemento de trabajo es
mas reciente.

Sus primeros usos estan latentes en el test Ji-cuadrado de K. Pearson y en el
test ¢ de Student, donde las discrepancias entre observado y esperado se miden
mediante un estadistico que en el fondo es una distancia. Tales ejemplos, y
muchos otros, son casos particulares de la distancia debida a Mahalanobis [52]

-1
(1) e-9) X -(z-w),
donde z,y e R?, y Y es una matriz de covarianzas adecuada.

La distancia (1) interviene en la propia definicién de la distribucién normal
multivariante, en Analisis Discriminante, en la T2 de Hotelling, en la deteccién
de outliers, etc., e incluso, como se ve en la seccién , interviene en cualquier
contraste de hipdtesis.

Nos parece oportuno citar los trabajos de Hotelling [41] y Weyl [75], pioneros
en la aplicacién de la Geometria Diferencial al contraste de hipétesis: Dado el
modelo de regresién no lineal

yi=Bfi(0)+e, (i=1,...,n),

donde las f;(6) son funciones conocidas que dependen de un parametro ¢ y los
errores eg, ..., e, son variables aleatorias independientes igualmente distribuidas
(iid), con distribucién N (0, 0?), consideremos la hipétesis nula Ho : 8 = 0. El
estadistico A de razén de verosimilitud equivale a

_ (i fi(®) w)’
W= méax Zi Q) i v

Sin embargo, puesto que 6 no es identificable cuando # = 0, no es factible aplicar
la teoria asintdtica sobre la distribucion de A, ni los estadisticos equivalentes de
Wald y de Rao, asintSticamente distribuidos como Ji—cuadrado. Véase Rao [68,
pag. 417] y la seccidn 3.1.

Empleando las notaciones: f(0) = (fi(8),..., fu(0)), 7(8) = £(0)/]|f(0)|l,
¥y = (Y, --,¥n), (- ) para el producto escalar, y U = y/||y||, la regién de
rechazo toma la forma {maxy (y(6),U) > W?}, y puede ser descrita utilizando
términos estrictamente geométricos, como el de distancia geodésica, relativos a
la esfera unidad en el espacio R". Véase Knowles y Siegmund [49].

Este ejemplo, nada trivial, es sélo una muestra de los innumerables cam-
pos de la Estadistica y el Andlisis de Datos en los que es crucial el concepto
de distancia. En este trabajo presentamos, junto a aplicaciones recientes de
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dicho concepto, una revisién de ciertos aspectos de otros mas cldsicos, como
continuacién de [16, 25], por lo que algunos temas reaparecen por razones de
coherencia. Organizaremos la exposicién considerando los siguientes apartados:

e Estimacion puntual
e Contraste de hipdtesis
e Representacién de conjuntos

e Modelos de prediccién

2. ESTIMACION PUNTUAL

2.1. En modelos lineales

La utilizacién mas clara y elegante del concepto de distancia se consigue en el
estudio del modelo lineal

y=X-B+e,
donde la estimacién del vector paramétrico 3 es aquel § tal que § = X3 verifica
que Ro? = ||y — §||* es minimo. Ademas, si e ~ N(0,021I,), entonces se verifica

que Ro?/0? ~ x%,_,, siendo r = rang (X), resultado basico del Analisis de la
Varianza.

Sea ¥ = P-f = (1,...,1,) un vector de funciones paramétricas estimables,
es decir, F(P) C F(X), donde la notacién F(-) indica el subespacio generado
por las filas de una matriz. La hipétesis Hy : ¥ = ¥, se decide mediante

(T =) (P (X' X)™ - P71 (F = W) L noT

F
Ry? q

siendo ¥ = P . E la estimacion Gauss—Markov de W. Nétese que el numerador
de F es una distancia tipo Mahalanobis entre ¥ y ¥g.

2.2. Divergencia de Kullback-Leibler

La divergencia de Kullback-Leibler entre dos funciones de densidad p, q con
respecto a una medida y,

(2) K(p,q) = /p log (p/q) dp,

41



juega un importante papel en el llamado problema de la especificacidn en infe-
rencia estadistica. Supongamos, para concretar, que g es la medida de Lebesgue,
yseal = {p(z,0), 6 € ©} un modelo estadistico. La verdadera funcién de den-
sidad es p(z,6g), donde §g es el verdadero valor del parametro. La divergencia
entre p (z,60) y p(x,0) es

K (p(z,00), p(,0)) =/P(x,ﬁo)logp(w,f?o)dr—/P(x,f)o)logp(z,@)dr-

El valor de § que minimiza esta divergencia proporciona la densidad que mads se
acerca a la verdadera y corresponde al méximo de la integral

3) / p(z,60)logp (=, ) dz,

es decir, al maximo del valor esperado de logp (z,9).

Dada una muestra aleatoria simple z1,...,z, de una v.a. con densidad
p(z,60), una estima de (3) se obtiene mediante

121og p(zi,0).
n i=1

El valor 6 que maximiza este promedio es la estimacién maximo verosimil (ML)
de 6. Quizds sea menos conocida la siguiente propiedad: Supongamos que la
verdadera densidad es ¢, pero ¢ ¢ T'. ;Qué significaria entonces la estimacién
ML de 6?7 La divergencia entre ¢ y p(z, ) es ahora

/q(x) log ¢(z)dz — /q(:c) logp(z,8)dz,

y el verdadero valor 6y del pariametro 6 se puede definir como aquel 8y tal que
p(z,00) €T es la densidad mas préxima a ¢ de acuerdo con la divergencia (2).
0y es entonces solucién de

(4) Eq[0logp(=,6)/06] = 0,

y se dice que ¢ es consistente con . Veamos ahora qué ocurre con el estimador
ML 0 obtenido considerando el modelo I'. Suponiendo las usuales condiciones
de regularidad, sea

Z(z,0) = OJlogp(z,0)/098,
(5) J(0) = El(Z-Z"),
H@) = -E,(82/09).
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En un entorno de 6o, Z(z,0) = Z(z,00)+ (0 —00) (02/06)4,+- -, ysiz1,..., 2,
son iid como ¢, entonces

Y20 0) = = 3 2, 60) + (0 - 00) - 37 (02/06 (20, 0)),

Haciendo tender n — oo, teniendo en cuenta (4) y (5), obtenemos la identidad
asintotica

;I;ZZ(:L',-,G) =0—(0—60) H(bo),

que prueba que 5, el estimador ML que anula )~ Z(z;,0) = 0, converge a 8, en
probabilidad. Ademas, por el teorema del valor medio podemos escribir

D 2(2i,0) = Y Z(2i,0) = > (02(2:,0)/96),. (6 - 0),

donde 6* es un punto entre 6 y f. Puesto que EZ(:c,-,g) — 0, b — 0o, y
(1/n)>"0Z(x;,0)/06 — H(H), tenemos de nuevo la identidad asintética
(I/n)>" Z(zi,0) = (0 — 6o) H(6y), es decir,

(1/v/n) >~ Z(x,60) = v/ (8 - 60) H(6).

Por el teorema central del limite, (1/y/n) Y Z(z;,60) es asintéticamente nor-
mal de media Ey (Z(z,60)) = 0, que es la condicidn (4), y matriz de covarianzas
J(6o). Finalmente tenemos que

Vi (8 —80) 2 N (0, H™Y(80) - J(60) - H~1(6p)) .

Es decir, el estimador ML § es asintéticamente normal y estimador consistente de

6o, el valor del parametro mas préximo a q respecto la divergencia de Kullback—
Leibler.

Ventajas y aplicaciones de la estimacién ML del verdadero valor 6, pueden
verse en [48], para el estudio de la robustez del test de razén de verosimilitud
tomando densidades alternativas, en [71], para la obtencién de intervalos de
confianza robustos, en [42], para estimar pardmetros en modelos bivariantes
de supervivencia, y en [19], para el problema de la estimacién de parametros
relativos a densidades multivariantes cuando sélo se conocen las marginales.

2.3. El método de la minima distancia

Es un método de estimacién promovido por J. Wolfowitz en una serie de
articulos que culminaron en [76]. Supongamos que la funcién de distribucién de
un vector aleatorio es G € I' = {F}y, 6 € ©}. Sean z,,...,z, iid como G, y sea
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G, la funcién de distribucién empirica. Si § (G, Fy) es una medida de distancia
entre G, y G = Fy, el método de la minima distancia (MD) consiste en tomar
como estimacién de @ el valor

f tal que 8(Gn, F ) = inf §(Gn, Fo).

MD es 1itil como método alternativo de estimacidn cuando otros métodos no
son aplicables. Como distancia se suele tomar la de Kolmogorov

Sk(Gn, Fo) = sup  |Gn(z) = Fo(2)l,

o la de Cramér—-von Mises
+o00
6c(Gn, Fy) = / [Gn(z) — F4)® we(z) dFy(z).

MD proporciona estimadores que convergen en probabilidad a 6 y tienen
propiedades de robustez en el caso de desviaciones locales del modelo. Incluso,
si G ¢ T, tomando 8¢ con wg(z) = 1/fs(z), el estimador MD proporciona una
estimacién 8 tal que F 5 es una proyeccion L? de G, en T (Véase [64]).

MD es especialmente 1itil en la estimacién no paramétrica de funciones (de
densidad, de distribucién, de regresién, etc.). Supongamos, por ejemplo, que
f(z) es la funcién de densidad. Un resultado clasico es que no existe estimador
“razonable” de f(z), en el sentido de que el estimador fn(x) verifique la igualdad
E (fn(x)) = f(z) Vz, (cfr. [65]). Asi, la teoria cldsica de la estimacién no es
aplicable, existiendo razones para considerar estimadores tipo nicleo

~ 1 < -z
falz) = nhy, ;Ix ( hy > ’
donde h, — 0 para n — oo, y K es una densidad de probabilidad, por ejemplo

o 12 sz <1,
I‘(“”)‘{ 0 sifg]>1,

Bajo ciertas condiciones se prueba que fn(z) converge uniformemente a f(z).
Un criterio de proximidad en la estimacién de f(z) se basa en la distancia £!,

6 (fn,f) = ::j Ifn(x) — f(z)| dz, pues empleando esta distancia y el estimador
tipo niucleo, se verifica que 6(};, f) 225 0 para toda f (Devroye and Gyrfi [27]).

Finalmente, el método MD es también 1til para estimar 6 en el modelo de
regresion lineal y = A(z)' -8+ e donde y es un vector aleatorio y A(z) es un fun-
cional arbitrario, (por ejemplo, -A{z) = (1,z,...,z*)" en regresién polinémica),
tomando la distancia de Cramér-von Mises. Véase Gonzalez Manteiga [34].
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3. CONTRASTE DE HIPOTESIS

El concepto de distancia subyace en la mayor parte de contrastes de hipétesis,
Jjugando la distancia de Mahalanobis un papel muy destacado.

3.1. Distancia de Mahalanobis

El ejemplo paradigmatico es el contraste Ho : pu = pg para una distribucién
normal p-variante Ny(u, X), con X desconocido. Tanto la razén de verosimilitud
como el principio de unién-interseccién (véase [53]) nos llevan a considerar el
estadistico T2 de Hotelling

T? =n(Z — po) - S71 (T — po),

donde Z, S son la media y covarianza de una muestra de tamafio n. Asi, el
test T estd basado en la distancia de Mahalanobis entre T y po y por tanto es
equivalente al test F' ([53, 58]). Para una perspectiva bayesiana de este test, en
el caso Ho: pu=0, con £ = 0?1, véase [32].

Andlogamente, supongamos que zi,...,z, son iid segin N,(u1,L), que
Y1,---,Yn son iid segin N,(p2,X), y consideremos el contraste Ho : p; = ps.
También los criterios cldsicos nos llevan al estadistico

" (z-g) ST (T-7),

T2 =

m-+n

donde Z, j, S son los estimadores usuales de u1, 2, T ([53, 58]), es decir, a la
T? de Hotelling, que es también proporcional a la estimacién de la distancia de
Mahalanobis entre uy y po.

Mis generalmente, consideremos el modelo lineal Y = X - B+ F donde Y es
nxp, X es nxm, lamatriz de pardmetros Bes mxpy E es nxp. Se supone que
las filas de E son iid N,(0,X), con r = rang(Z). Sea ¥’ = (¢1,...,v%,) = P'-B

una funcién paramétrica estimable multivariante, ¥ el estimador Gauss-Markov
V=P .B=P  (X'X)"-X'Y,
yE=(m—-r)"1(Y - XB) (Y - X B) la estimacién centrada de £. Entonces,

el contraste de hipétesis Hy : ¥ = ¥y, donde ¥q es conocido, se puede decidir
mediante el estadistico

(U = Wo) - S0 (T = ¥y),
que es una distancia tipo Mahalanobis y cuya distribucién bajo Hy es también

proporcional a una F (cfr. [14, 15]).
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En un contexto parecido, la distancia entre dos modelos lineales Y¥; = X -
B; + E;, (i = 1, 2), se puede definir como

(6) L2=tr {Z°' - (B; — By) - X'- X - (By — By)},

que puede justificarse como una distancia de Mahalanobis entre dos distribu-
ciones normales Np(I, ® X - B;,£® I,,), (i = 1, 2). Como L? =0 si y sélo si
X - B1 = X - By, la distancia (6) puede servirnos para contrastar la hipétesis
Hy: X -B; = X - By. Para més detalles y generalizaciones, véase [69].

Finalmente, supongamos que la densidad de probabilidad de un vector alea-
torio X es p(z, ), parametrizado por § € O, y que se cumplen las condiciones de
regularidad ordinarias. Consideremos la hipétesis compuesta Hy : 6 € ©¢ C ©.
Dada una muestra zy,...,z,, el procedimiento clasico iniciado por Neyman y
Pearson [59] para decidir acerca de Hy utiliza la razén de verosimilitud

= sup ﬁ/sup C,
€0 fe0®

siendo £ = [[i_, p (i, 0) la funcién de verosimilitud. Para n grande, el criterio
se basa en el estadistico U = —2 log A que, bajo Hy, sigue asintéticamente una
distribucién ji-cuadrado x?,_,, siendo ¢ = dim(®), y r = dim(0o).

Un criterio alternativo se debe a Rao [67]. (Véase, por ejemplo, [68]). Se
basa en los efficient scores

4]
Zi(0) = 30 log p(z:,0),

y en el comportamiento de Vs = (1/v/n) 3 i, Z:i(0). Se verifica que E(Vj) = 0
y, ademads, si 9 es el estimador maximo verosimil de 6 € O, entonces V; = 0.
Obsérvese que Fy = E(Z;(0) - Z;'(6)) es la matriz de informacién de Fisher
y también la matriz de covarianzas de Z;(#). Puede entonces probarse que la
distribucién asintética de Vy'- Fy - Vp, para cada valor de 8 = (6;,...,0,), es x2,.

Rao propone el estadistico S = Vps' - Fg+ ! - Vi, siendo 6* la estimacién
maximo verosimil de § dentro de ©g.

Podemos poner Vg = v/n(1/n) 31, Zi(0*) = \/n - Zg«, y como bajo Hy,
Fo+ puede considerarse una estimacién de Fy,, donde 8, representa el verdadero
valor del parametro, tenemos que la proximidad de Vg« a Vy, = 0 favorece
la hipdtesis nula. Podemos medir esta proximidad mediante la distancia de
Mahalanobis entre Zg« y la media esperada 0,

(79r _— O)I 'fgi_l . (70* —0) =n IS,.
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Ahora bien, segin se muestra en [68], se cumple la igualdad asintética
U=-2logA = Vo' - Fgu™1 - Vipu,

de modo que la razén de verosimilitud, el estadistico mas utilizado en contrastes
de hipétesis, resulta ser asintticamente equivalente a una distancia de Mahala-
nobis, por ser Fy+ la estimacién de una matriz de covarianzas.

Como ilustracién, consideremos la hipdtesis nula Hy : # = 6 para una v.a.
con densidad exponencial p(z,0) = §~lexp(—-0~1z), z>0,0€©=R,. La
razén de verosimilitud es

e (3 e (-]

Por otra parte, el estadistico de Rao es

s Z — 0)?
S = Vo' Fa ™ Vo = L2 (5 00) 007 Y2 (7 — ) = n 00
6o o 6o

donde T es la media muestral en muestras de tamano n. Claramente la distri-
bucién asintética de S es x?; y mds simple que

—2logA = —2n [log <§-) (1 - 61)]
0 0

La equivalencia asintética se deduce facilmente de que, para n grande, podemos
suponer —1 < (T — 6y)/0 < 1, asi que vale el desarrollo de Taylor

T\ _(@=00) (T-60)*
log<%>—log<l+<00 1)>— 5 50,2 + -

y de aqui resulta —2log A = S.

3.2. Distancia de Matusita

Sean Fi, Fy funciones de distribucidn, y sean f;, fs las funciones de densidad
respecto una cierta medida g, que supondremos es la medida de Lebesgue. La
distancia de Matusita se define como

(7) ‘SM (F1, Fy /{\/fl -V (z } dz =2(1-p),
donde p = [ \/fi(z) f2(z) dz es la lamada afinidad entre Fy y Fs.
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La distancia (7), introducida por Matusita [54], aunque es también cono-
cida como distancia de Hellinger, ha sido aplicada en problemas de estimacién,
decisién y andlisis discriminante. Por ejemplo, la hipdtesis Hy : F| = Fy es
equivalente a Hy : 612‘4(F1,F2) = 0. Se acepta Hy si 612‘4(F1,F2) < 1, donde
ne > 0 depende del nivel de significacién € y de los tamafios muestrales m, n.
La decisién se toma empleando la distancia 63,(S;, So) entre las funciones de
distribucién empiricas. i

Matusita [55] discute extensamente la utilizacién de la distancia (7) en el
caso normal N(u,X). Consideremos algunos ejemplos:

1) La hipdtesis Ho : g = po se decide a través de 62,(F,S,), donde F es
N(po,X),y Sp es N(Z,S), siendo T y S la media y covarianza muestrales.

2) La hipétesis Hp : £ = Zg se decide calculando la distancia, o lo que es lo
mismo, la afinidad entre N(p, L)y N(g, Zo),

p=[So YA 12 (B0t + ) TV

3) La hipétesis de que X = (z1,...,zp), con distribucién N(u, L), verifica que
los vectores aleatorios 1, ...,z son estocasticamente independientes, es decir,
que ¥ = diag(X11,...,Zpp), se decide calculando el supremo

= o-lg=1M% 1179 (-1 4 51|72
gup (j=7 57 2 (274577,

siendo Mj la clase de matrices con cajas en la diagonal y cero en el resto.

Sin embargo, tanto la distancia de Matusita como otras de formulacién pa-
recida, en el caso de normalidad multivariante, vienen a ser funciones crecientes
de la distancia de Mahalanobis. Una ventaja de la distancia de Matusita es que
puede ser aplicada a variables discretas [30], y a variables mixtas [50]. De todos

modos, sus aplicaciones se centran mas bien en el area del Analisis Discriminante
(véase [51]).

3.3. Distancia de Rao

Aunque introducida por Rao [66] hace bastante tiempo, ha sido estudiada
mas recientemente por Atkinson y Mitchell [2], Burbea y Rao [6], Oller y Cuadras
[61],[62], Burbea y Oller [7], y otros.

Un modelo estadistico {p(z,8),8 € O}, con estructura de variedad diferen-
ciable procedente de la inclusién de © en algin R", se dota de la estructura
riemanniana cuya métrica en <l punto p(z,6) se expresa por la matriz de in-
formacién de Fisher Fy. La distancia de Rao 8 r(F, G) entre dos distribuciones
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F y G pertenecientes a una misma familia paramétrica, es la distancia geodé-
sica entre los correspondientes puntos de la variedad. Se conoce para bastantes

distribuciones [16], aunque el caso normal multivariante ha sido sélo en parte
resuelto [9].

La distancia de Rao puede ser utilizada, como la de Matusita, en el contraste
de Hy : F = G, en su fermaequivalente Hy + 6r(F,G) = 0: ‘Bajo-condiciones de

regularidad generales se demuestra (cfr. [8]) que V = ny ny 6%(F, G)/(n1 + n2)

. . b 2 . ’ , 2
sigue asintoticamente una x°p, siendo p el nimero de pardmetros y §x una
estimacién maximo verosimil de §%.

Como ejemplo de aplicacién, consideremos el modelo lineal normal ¥ ~
N(X - B,0%I,), con § = (B,0) € R™ x R;. Dada una matriz H de hipétesis
demostrable, una region critica para decidir sobre Ho : H -8 = 0, es de la forma
W ={zeR":6r(¥,H) >}, siendo § = (B, 7) la estimacién ML de (8,0), y
0r(7,H) = inf {8r(¥,7) : ¥ € On} la distancia de Rao entre ¥ y la subvariedad
On = {y = (8,0) : H B = 0}. Puede probarse que este test equivale al F clasico.

Un estudio mas general de este test mediante la distancia de Rao sobre la
familia de densidades elipticas

p(z, B,0) = D(n/2) 72 |So| V2 67" F (072 (y = X B)' S5  (y = X B))

donde F' es una funcién no negativa sobre R, satisfaciendo la condicién de

normalizacién, £y y X son matrices fijas, se debe a Burbea y Oller [7]. Véase
también [63].

Aunque este planteamiento y el de Matusita son muy parecidos, conviene
observar que si F''y GG pertenecen a una misma familia paramétrica, se cumple
que dp(F,G) < 8r(F,G), es decir, la distancia de Rao tiene mayor poder de
separacién que la de Matusita, que en cambio es aplicable en un contexto no
paramétrico.

Esto se debe a que la distancia de Rao aprovecha el conocimiento de una
parametrizacién: Consideremos la variedad diferenciable de dimensién infinita

E={f:f=+/p, pes densidad de probabilidad },

esfera unidad (o espacio proyectivo) del espacio £? de las funciones de cuadrado
integrable, dotado de la estructura diferenciable inducida por la estructura natu-
ral de espacio de Hilbert con producto escalar (f,g) = [ f g dz. Entonces 8 es
la longitud de una curva contenida en la subvariedad de dimensién finita © C &,
mientras que 6,7 es la longitud de-la linea recta entre dos puntos de £.
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No obstante, justo es afadir que las distancias de Matusita, Rao, y otras
medidas de divergencia, coinciden localmente [6]. Véase [57] para el problema
de la estimacién de la distancia de Rao.

4. REPRESENTACION DE CONJUNTOS

La representacién de un conjunto finito U de objetos, individuos o estimulos
constituye una de las mas interesantes aplicaciones de la Estadistica basada en
la topologia asociada a una distancia. Las aplicaciones abarcan muchos campos:
Arqueologia, Ecologia, Genética, Psicologia, Sociopolitica, etc. Dedicamos esta

seccion a las representaciones mas usuales de un conjunto finito de elementos, a
saber:

1. Representacién Euclidea,

2. Representacién Ultramétrica (en forma de dendrograma),
3. Representacién Cuadripolar (en forma de arbol aditivo),

4. Representacién de Robinson (en forma de arbol piramidal).

Haremos especial énfasis en el punto (1), puesto que proporciona una forma
general de prediccién. En lo sucesivo designaremos convencionalmente U =

{1,2,...,n}.

Definicién 1 Una matriz de disimilaridades A = (6;;) es una matriz real
simétrica n X n cuyos elementos 8;; satisfacen §;; = 8;; > 6;; =0, Vi, jeU.

Se conocen muchos métodos para construir disimilaridades. Aqui partimos de
una A obtenida aplicando uno de dichos métodos, y nos centraremos mas en sus
propiedades y en el tipo de representacién de U que permiten.

Definicién 2

1. A es Euclidea st existe una configuracion de punios en un espacio euclideo
R? cuyas interdistancias coincidan con las contenidas en A, es decir, si existen
r1,..., 2, € RP tales que 8; ;% = (x; — z;) - (zi — zj), Vi, j€U.

A es ultramétrica si n > 3 y para todas las ternas i, j, k € U se verifica que
<

0.
6,']' max{&ik,tﬁjk},

3. A es cuadripolar st n > 4, y para lodas las cuaternas i, j, k,1 € U se
verifica la llamada desigualdad aditiva o azioma de los cuairo punios: 6"',']- <
max{6";k,6%; 1}, siendo 61 = 8;j 4641, 6Tix = 6ix+6;1y8F 1k = 8k +641.
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4. A es de Robinson si n > 3, y para todas las ternas i, j, k€ U coni<j<k
se verifica que max{8;;,8;r} < 6.

Pasamos ahora a justificar cada una de estas definiciones en el campo de las
aplicaciones.

4.1. Representacién Euclidea

Existen numerosisimas aplicaciones de este tipo de representacién, y son
clasicas en Analisis Multivariante. El siguiente teorema es fundamental para
todo lo que sigue. La demostracién puede encontrarse en [15, 53, 73].

TEOREMA 4.1 Sea A = (6;;) una matriz n x n de disimilaridades sobre un
conjunto finito U. Consideremos la matriz A = (a;j), siendo a;; = —% 8%y
B=H-A-H, donde H=1, — '1-11,1 -1}, es la mairiz centradora de datos, con
1, representando el vector n X 1 cuyos elementos son todos iguales a 1. || - ||
indica la norma euclidea usual.

A es euclidea si, y sélo st B es semidefinida positiva.

En caso afirmativo, U puede ser representado por zi, ..., z, € RF, siendo
p = rang(B), de modo que 6;;% = ||lz; — z;||?, Vi, j €U

La solucién habitual del Analisis de Coordenadas Principales (Torgerson [74],
Gower [35]) parte de la descomposicion B = V - A - V', donde A es la matriz
diagonal de valores propios de B y V es ortogonal.

La matriz X, consistente en las p columnas no nulas de V - A2 verifica que
X - X' = B, por lo que sus filas constituyen la configuracién euclidea deseada,
representando el elemento i—ésimo de U por el punto z'; = (2;1,...,2ip) € R".
Las columnas de X (ejes principales) se interpretan como variables, de modo
que la propia X puede pensarse como una matriz de “datos” para los puntos
que representan U en RP. Estas columnas son vectores propios de B, asi que
podemos escribir la configuracidn:

M A A
1 Ty T2 o ZTip z'y
¢ . '

U 2 Tzl T2 o Ty z'y A >X>->A>0)
n Tp1 Tp2 ot Znp z'n

Esta representacién euclidea de U en dimension reducida goza de excelentes
propiedades ([53, pp. 399-400 y 406-407]):
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a) Como X’ -1 = 0, los datos de X son centrados, es decir, se anulan las medias de
las columnas. Laigualdad X’-X = A equivale a que la varianza de cada columna
de X es proporcional al correspondiente valor propio, y columnas distintas son
incorrelacionadas.

b) Optimalidad: La resolucién en cada dimensidn k < p es maxima entre todas
las representaciones euclideas de U en R, es decir, si z1(k), ..., z,(k) son las
k primeras coordenadas principales, y y1(k),...,yn(k) son las coordenadas de
otra representaciéon euclidea de U en dimensién k, entonces

D llwik) = g (BN < D llziCk) = 25 ()P = 20 (A + -+ M.

ij iJ
Dando el nombre de variabilidad geomélrica de U a tr B = 5 Z?,j:l 6,-2j, me-
dida natural de la dispersion de este conjunto, vemos que la proporcién de va-
riabilidad explicada por las k primeras coordenadas principales es

k p
PkZ(Z/\i ZA,-)XIOO.
i=1 i=1

Cuando B no es semidefinida positiva, el comportamiento de A se refleja en el
siguiente resultado. Véase una demostracién en [15, pag. 380].

TEOREMA 4.2 Supongamos que B liene p > 0 valores propios positivos y
g > 0 wvalores propios negativos. Entonces existen zq,...,z, € RP &1 R?, con
i = /=1, es decir, zj = (zj,1y;), conz; € R? yy; € R, (j = 1,...,n),
verificando que

2 2 2 T
6k = llzj —aill” = llys —well®, Vi k=1,...,n
Los puntos zi,...,z, cuyas distancias reproducen A pueden representarse en

forma de una matriz de datos, con una parte real X y una parte imaginaria Y:

/\1 ,\2 . /\P 0 11 o . l‘q
1 T 12 0 Tip 1oy Y1z o Yig 21
U
v Ty Tiz o Tip Loy Y2 0 Yip z;
n Ini Zp2 °° ZTnp L' yn1 Yno - Unp Zn

siendo Ay > Ao > 2> A > 0>y > pp > -+ > py. Véase una ilustracién de
este caso en Oliva et al. [60].



4.2. Representacién Ultramétrica

Las ultramétricas tienen un papel fundamental en el estudio de las clasifi-
caciones jerarquicas, iniciado por C. Linneo en su famoso Sistema Natural y
continuado, bajo una perspectiva matemdtica, por Benzécri [3], Jardine et al.
[43, 44], Johnson [46], Hartigan [38], Sokal, Rohlf, Sneath y otros, creadores de
la Taxonomia Numérica de las especies vegetales y animales.

Esta relacién se debe a que una ultramétrica A define una jerarquia indezada
(C,a) en U, es decir, C C P(U), verificando que

1.UeC,y{i}eC Viel.

2. VYey,co € C,0bien ¢; Nea es B, o bien uno de los dos conjuntos ¢, ¢y estd
contenido en el otro.

3. Todo ¢ € C es reunién de los elementos de C' que contiene, o bien no
contiene ningun otro elemento de C.

4. Existe una aplicacién no negativa (indice de la jerarquia), a : C — R tal
que a({i}) =0,y a(c) < a(c')sicC .

Dada una matriz de disimilaridades A, para cada r € R4, la relacién binaria
it~y j <= 6;; < resdeequivalenciasiy sélosi A es ultramétrica. El conjunto
de las clases de equivalencia correspondientes a todos los r € IR, es una jerarquia
indexada. Obsérvese que se obtienen clases distintas solamente para aquellos r
que aparecen como elementos de A. Reciprocamente, una jerarquia indexada
(C,a) sobre U define una A ultramétrica, siendo 8;; = a(c;;), donde ¢;; es la
minima clase de C' que contiene {i} y {j}.

La representacién geométrica de U se realiza mediante un grafo llamado
dendrograma. Por ejemplo, la matriz

01 1 4 45
001 4 45
A= 0 4 4 5
0 2 5

0 5

0

sobre U = {a, b, ¢, d, e, f} es ultramétrica. U puede representarse mediante
el dendrograma de la figura 1, que visualiza la jerarquia C' = {{a}o, ..., {f}o,
{a, b, c}1, {d, e}2,{a, b, ¢, d, € }4, Us}, donde se ha indicado el indice de la
jerarquia como subindice.
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Figura 1.
Dendrograma representando la matriz ultramétrica A.

La representacién de conjuntos, sea a través de coordenadas principales, sea
a través de dendrogramas, es muy frecuente en las aplicaciones (Un ejemplo
reciente en linglistica puede verse en [60]). Esta dualidad de representacién
impulsé a diversos especialistas a relacionarlas entre si. Gower [36] conjeturé
que toda distancia ultramétrica sobre U es euclidea, y propuso una medida del
grado de ajuste de unos datos a una representacidén euclidea, que es la base
de la llamada representacién procrusteana. Tal conjetura fue demostrada por
Holman [40], y desde entonces se han obtenido diversos resultados en esta linea
que sintetizamos a continuacion:

Sea A = (6;;) una matriz ultramétrica sobre un conjunto finito U de n
elementos.

Proposicién 1 Supongamos que 8;; > 0 para i # j. Entonces A es euclidea
(n — 1)-dimensional.

Véase [40], [37], [22].

Proposicién 2 Sea hy = min{d;; : 6;; > 0}. Entonces el minimo valor propio
de la matriz B definida en el teorema (4.1) es Ay = $hi.

Véase [15].

Proposicién 3 Eziste una particion U = Ug + Uy + --- + U, tal que Uy estd

formado por elementos atslados, y cada U;, para 3 = 1,...,7, es un cluster
mazimal de elementos equidistantes con distancia comin hj.
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St po es el mayor valor propio de B, entonces po > A2 = 12 > ... > )
%—h%, donde A, > --- > Ay son tambien valores propios de B.

-0

Ademds, la matriz X descrita en el teorema (4.1) tiene también una particion
segin estos valores propios: X = (Xo|X1|---|X,), verificdindose que cada matriz
X;j proporciona una representacion euclidea de Uj, para j = 0,1,...,7.

Véase [24].

Proposicién 4 U puede representarse perfectamente en dimension 1. Es decir,
eziste una transformacion mondtona d;; = f(8;;) de los elementos de A, y un
vectort = (t1,...,th—1), conty >0, 1 <k <n-—1, verificando que

j—-1
d,‘j = Ztk para 1 < j.
k=i

Véase [11].

El teorema de Holman (proposicién 1) viene a decir que la representacién
euclidea y la que utiliza un dendrograma son aparentemente opuestas, pues la
primera exige dimensién reducida, mientras que la segunda necesita nada menos
que dimensién n—1. La proposicién (3) sirve para clarificar la relacién entre am-
bos tipos de representaciones. La proposicién (4) afirma que una transformacién
monétona de A permite una ordenacién euclidea unidimensional que puede ser
utilizada como medio de definir el espaciado del eje horizontal del dendrograma.

4.3. Representacion Cuadripolar

Si la motivacién de las ultramétricas proviene de la necesidad de clasificar
atendiendo a la similaridad actual de las especies, la motivacién para las matrices
cuadripolares tiene su origen en los llamados arboles evolutivos, que clarifican

la filogenia de las especies (en lugar de especies podriamos considerar cualquier
otro ejemplo).

Un grafo conexo sin ciclos, cuyos ejes tienen longitudes no negativas, y cuyos
extremos son los elementos de U, recibe el nombre de drbol aditivo. Las lon-
gitudes de los caminos que unen los extremos de un arbol aditivo generan una
matriz de distancias de tipo cuadripolar. Reciprocamente, si A es cuadripolar,
entonces U se puede representar mediante un tnico arbol aditivo (Buneman, [5]).
En particular, la desigualdad aditiva equivale a que toda cuaterna i, j, k, [ € U
admite una representacién como indica la figura 2.
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Figura 2.
Grafo de cuatro puntos verificando la desigualdad aditiva.

Un dendrograma es un caso particular de drbol aditivo, con la diferencia esencial
de que un arbol aditivo genérico no tiene un punto raiz equidistante de los
extremos, ni permite definir una jerarquia indexada. Puede citarse, sin embargo,
la siguiente propiedad: Si A = (§;;) es cuadripolar, existe entonces una matriz
ultramétrica D = (d;;), y una aplicacién ¢ : U — R, tal que §;; = d;; + () +
¥(j), (Sattah y Tversky [72]).

La siguiente matriz sobre U = {a,b,c,d, ¢, f},
0.0 45 5.0 80 11.0 125

0.0 55 85 11.5 13.0
0.0 7.0 100 115

A= ,
0.0 11.0 12.5
0.0 4.5
0.0

es cuadripolar, y el arbol aditivo que representa U viene en la figura 3. Si se
tratara de una arbol evolutivo, las especies a y b tendrian un ancestro comun,
representado por el nodo n, no perteneciente a U.

Las distancias cuadripolares no son euclideas en general. Se conoce la si-
guiente relacidn, (véase [4]):

Proposicion 5 Sea A una matriz cuadripolar sobre U. Entonces A =
(6:;%) es euclidea, siendo a = (1/2)*, para todo entero k > 1. La dimensién de
esta representacion es en general n — 1.
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Figura 3.
Arbol aditivo representando la matriz cuadripolar A

4.4. Representacién de Robinson

La motivacién proviene de la necesidad de dar a un conjunto U un orden com-
patible con la disimilaridad A. Por ejemplo, en la seriacién (orden cronolégico)
de objetos arqueoldgicos, la disimilaridad debe ser menor entre objetos cerca-
nos en el tiempo y mayor entre objetos alejados, es decir, existe una estructura
unidimensional de los datos que se manifiesta dando a U un orden adecuado.

La matriz A resultante de esta ordenacién verifica la definicién (2)(4.) de
matriz de Robinson, equivalente a la propiedad de que sus elementos no decrecen
cuando nos apartamos de la diagonal principal a lo largo de cualquier fila o
columna. Este fue el planteamiento original de Robinson [70].

Estas matrices aparecen tambien en el estudio de las pirdmides, una genera-
lizacién de las jerarquias introducida por Diday [28] y Fichet [33].

Una pirdmide en U es una clase de conjuntos P C P(U) que verifica:
1.UeP,yVieU, ({i}eP.

2. La interseccién de cualquier par p, p’ € P puede ser 0, o bien pNyp’ € P.
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3. Existe una ordenacién de U compatible con P.

La tdltima propiedad significa que si p € P contiene i;,1i5, entonces todos los
elementos comprendidos entre ¢; y i, tambien pertenecen a p.

En una piramide los clusters pueden solaparse: es posible tener p C p' y
p C p” estrictamente, siendo p’ # p”. Sin embargo, cada p € P tiene un
maximo de dos predecesores inmediatos, es decir, elementos de P que contienen
estrictamente a p sin que exista otro elemento de P comprendido entre los dos.
Esta propiedad permite dibujar un diagrama de una pirdmide andlogo a un
dendrograma. Por ejemplo, la siguiente matriz sobre U = {a, b, ¢, d}

0 1
Agr = 0

O - N
—_ N o

0

es de Robinson, y define la pirdmide P = {{a}, {b}, {c}, {d}, {a, b}, {b, ¢},
{c,d},{a,b,c}, {byc,d},U}. Su representacién viene dada en la figura 4.
Obsérvese que Ag no es ultramétrica.

I d
A ST
[V OV

Figura 4.
Representacién piramidal correspondiente a la matriz de Robinson Ag. A la
derecha aparece una posible ordenacién cronoldgica.

Una pirdmide indezada (P, a) es una pirdmide P, con un indice a tal que
a({i}) = 0, para todos los i € P, y a(p) < a(p’) si p C p'. Es indezada en
sentido amplio si para dos elementos p, p' de P, la inclusién estricta p C p’,
junto con la igualdad a(p) = a(p’), implican la existencia de p; y p2 distintos
de p tales que p = p; N py.
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El siguiente resultado generaliza la biyeccién entre ultramétricas y jerarquias
indexadas: Si A es de Robinson (salvo permutaciones), entonces U se puede
representar mediante una piramide indexada en sentido amplio y reciprocamente

(Diday [29]).

En general, las disimilaridades de Robinson no son cuadripolares ni euclideas.
La relacién con la propiedad cuadripolar requiere la siguiente definicién: Una
disimilaridad A = (§;;) es Robinson fuerte si es de Robinson y para todas las
cuaternas ordenadas 1 < j < k <[ € U se verifica que

6;j = bix = bn; = bnx, si A<y,
61 = b1 = bjm = brm, si m>Ll

La figura 5 visualiza esta propiedad, que puede interpretarse diciendo que j y k
aparecen simultdneamente en el tiempo.

k

Figura 5.
Ordenacién cronoldgica definida por una matriz Robinson fuerte.

El siguiente resultado describe las matrices de Robinson que pueden ser re-
presentadas mediante un arbol aditivo: Si A es de Robinson y cuadripolar,
entonces es Robinson fuerte (Critchley[12]).

Finalmente, la relacién entre las distintas clases de disimilaridades que per-
miten representar un conjunto finito U, es la siguiente:

Euclidea

ft

Ultramétrica —> Aditiva =—> Métrica

U

Robinson

entendiendo por distmilaridad méirica aquella que cumple la desigualdad trian-
gular.
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5. PREDICCION BASADA EN DISTANCIAS

Sea Y una variable dependiente de un conjunto = de variables, posiblemente
de tipo mixto, es decir, conteniendo variables continuas, binarias, y cualitativas.
Supongamos que la observacién de = sobre un conjunto U de n individuos per-
mite obtener una matriz -de datos, a partir-de la cual construimos una matriz
n x n de distancias A. El esquema de la prediccidon basada en distancias es:

v = A — X
U X, y Yns1 = (X, Y,€nt1)

n+l) = an

es decir, la prediccién y,4+1 de Y para un nuevo individuo {n+1} es funcién de
la matriz X de coordenadas principales (obtenida de A segin el teorema 4.1),
del vector y de observaciones de Y sobre U, y de las observaciones £,4+1 de =

sobre {n+1}. La formulacién general de este problema ha sido presentada por
Cuadras [17].

La principal ventaja de estos métodos de prediccién reside en que, al de-
pender solamente de distancias entre observaciones, no precisan hipétesis sobre
distribuciones de probabilidad. Para variables mixtas, por ejemplo, resulta mas
natural construir una distancia que postular un modelo probabilistico apropiado.

Vamos a considerar tres tipos de problemas:

1. Predecir una variable continua Y como una funcién de regresién de un con-
junto = de variables de tipo mixto.

2. Predecir Y cuando la relacion con = es no lineal.

3. Predecir Y, discreta con g estados, como un problema de clasificaciéon, siendo
Z un conjunto mixto de variables.

5.1. Prediccién con variables mixtas

Utilizamos el modelo de regresién
(8) yzﬂln"'Xk‘,Bk‘{'e)

donde X} es una matriz n x k, resultante de elegir k < n—1 columnas de X segin
un criterio conveniente, y Ji es un vector k x 1 de pardmetros. Este modelo ha
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sido estudiado por Cuadras y Arenas [21], probando que:

(9) A=7 B=A"' X Yy Unm =Ytz AT X -y

A es la matriz diagonal k x k con los k valores propios de B (ver teorema (4.1))
que corresponden a los vectores seleccionados en Xy, y z; se obtiene como

T = 1Ak_1 - Xy - (b — d),

2
donde b = (b11,...,bnp) es el vector columna cuyos elementos son los de la
diagonal de B,y d = (63,,...,62,) es el vector columna cuyos elementos son

los cuadrados de las n distancias del nuevo individuo {n+1} a los de U.

5.2. Prediccién no lineal

Supongamos que
Y = f(El,...,Ep)+€,

es decir, Y es una funcién de regresion no lineal de un conjunto Z = (24, ...,Z,)
de p variables, que suponemos continuas. Sean (&1,...,&p) ¥V (§51,---,&jp)
observaciones sobre un par (7,7) de elementos de U. Cuadras [21] prueba que
adoptando la distancia §;; definida por

I3
> 1&n =&l
h=1

y aplicando el modelo (8), se consigue una buena prediccién de Y sin necesidad
de conocer f. Una justificacidn de esta propiedad predictiva del modelo ha sido

recientemente encontrada por Cuadras y Fortiana [23] en términos de polinomios
de Tchebychev.

5.3. Analisis discriminante

Si Y tiene g estados que corresponden a las poblaciones my,..., 7y, y se
dispone de una muestra global U = U; UU3 U...UU, de tamafio n, donde cada
Uk es un conjunto de n; individuos de mg, predecir Y para un individuo {n+1}
equivale a clasificarlo en una de las g subpoblaciones. Cuadras [17] estudia una
regla de clasificacién que parte de las g funciones discriminantes

Nk Nk
1

(10) feltr ) = =3 620 = = 30 6i7(H)
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donde A(k) = (8;;(k)) es lamatriz de distancias de Uy, y 8:(k), (i=1,...,n%)
las distancias de {n+1} a los nj individuos de esta submuestra. La regla de
clasificacién es:

[DB] Asignar {n+1} a 7; si fi({n+1}) = min{fr({n+1}), ..., fy({n+1})}.
Este método de discriminacién goza de buenas propiedades:

e Coincide con el discriminador lineal clasico cuando §;; es la distancia de
Mahalanobis.

e La estimacién de la probabilidad de clasificacién errénea es facilmente cal-
culable.

e En caso de conocerse las probabilidades de asignacién a priori, éstas se
pueden incorporar al modelo.

e Puede ser aplicado correctamente a discriminacién con variables mixtas.

Numerosos ejemplos de aplicacién de [DB], con datos reales y simulados,
han sido estudiados por Cuadras [20].

5.4. Prediccién en el caso poblacional

Las férmulas (9) y (10) se refieren a muestras finitas de una cierta variable y
a una o varias matrices de distancias. ;Pueden generalizarse al caso de variables
aleatorias cualesquiera?

La versién poblacional de (10) es simple. Si = es un vector aleatorio con den-
sidad de probabilidad p; (§) respecto a una cierta medida A en la subpoblacién
7k, la funcién discriminante ligada a una distancia (-, -) es

1
(11) fk(fo)szo—in, k=1,...,9,

siendo & el individuo a clasificar, Hyo = [ 82 (€0,&) pr (&) dA(€) €l valor esperado
de 6% (€0,€) en mi, y Hy = [ 6%(€,m) pi (€) pi (1) dA(E) dA(n) el valor esperado

de 6% (£,n) en m; x 7, donde &, 7 se suponen independientes. La regla de
discriminacién sigue siendo [DB].

Propiedades destacables de esta regla de discriminacién basada en (11) son
las siguientes:

1)SiZen m es N(ui, L), y 67 es la distancia de Mahalanobis, entonces [DB] es
equivalente al discriminador dineal. Una sencilla modificacién de 6 nos propor-
cionaria el discriminador cuadratico si las matrices de covarianzas son diferentes.

62



2) En el caso de una variable discreta genérica con m estados y probabilidades
(Pk1,-- -, Pkm) para la poblacién i, si adoptamos (cfr. [56]) la distancia

8% (€1,62) = (1= 6r) () +pis),

cuando se han presentado los estados r y s para & y &3, respectivamente, en-

tonces la regla se reduce a asignar &, a-aquella # tal que la probabilidad pi, es
maxima.

3) Si =1 y =2 son vectores independientes con distancias asociadas 81, 82, y
tomamos para = = (21, Z;) la distancia

62(', )= 6:12(’ ) + 6%(" ')7
entonces fx(€) = fi(&1) + fr(€2).

4) Supongamos que se conocen las probabilidades a priori de observar 7, ..., 7y,
es decir,

g
qr = P(m), k=1,...,9, Z‘Ik =1
k=1

Entonces se puede probar que la funcién discriminante es
1 -
(12) fk(fq)=Hk0—§Hk+(qkl—l) k=1,...,9.

Obsérvese que una probabilidad alta ¢ para m proporcionard un valor bajo en
(12), luego tenderemos a asignar & a 7.

Como es bien sabido, la regla éptima de clasificacién es la regla de Bayes
basada en

Byi(&o0) = Vii(&o) + log g — log g1,

donde la funcién discriminante V3;(&o) = log pr(€0) —log pi(€o) da lugar a la regla
de maxima verosimilitud (que coincide con la regla de Bayes si las probabilidades
a priori son iguales).

En general, laregla basada en (12) es distinta. Sin embargo, en los casos mul-
tinomial y normal multivariante, puede probarse que By, Vii, y la regla basada
en distancias (12), proporcionan los mismos resultados, o resultados bastante
similares (véase Cuadras [18]).

Consideramos finalmente la extension continua de (8) al caso de la regresién
de una variable Y sobre un vector aleatorio X. La mejor solucién, si fuera
conocida la distribucién conjunta de (Y, X),-es la curva de regresién de la media
de Y sobre X. EIl modelo (8) requiere obtener las coordenadas principales a
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partir de una matriz B de orden n x n, luego parece que al pasar de una muestra
a la poblacidn, (es decir, haciendo n — o), nos vayamos a encontrar con un
problema insuperable. No obstante, una extensién continua es posible cuando
X es una variable uniforme (0, 1) y se utiliza la distancia

6(u,v) = Viju—v| u,v Ez(O, 1).

Entonces, las coordenadas principales se asocian al sistema numerable de varia-
bles centradas e incorrelacionadas

(13) {—(\/§/j M) cos(j7TX)} ,

jeN
cumpliéndose formalmente las propiedades del Teorema 4.1. La generalizacién
del modelo de prediccidén equivale entonces a una regresién multiple sobre un
subconjunto finito de (13). Para mds detalles, véase Cuadras y Fortiana [23]. -

6. LECTURAS ADICIONALES

Con esta exposicién hemos tratado de proporcionar una visién general de
las aplicaciones a la Estadistica del concepto de distancia. La importancia que
este tema posee se demuestra por la reciente celebracién del congreso interna-
cional DISTANCIA’92, organizado por el “European Network of Mathematical
Structures for Dissimilarity Analysis” (Rennes, 22-26 Junio, 1992). Las actas
del congreso [47], son una extensa recopilacién de contribuciones en aspectos
tedricos, metodologicos y aplicados.

Monografias recientes de interés para el lector que desee ampliar informacién
son: [13], una visién general de las distancias en Estadistica, con una declaracién
de perspectivas futuras, [10], una amplia exposicién de la metodologia basada
en distancias aplicada a series temporales y a procesos estocasticos, y el libro de
U. Jensen [45], dedicado en su totalidad al estudio de la distancia de Rao, con
aplicaciones a la Econometria.
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ENGLISH SUMMARY::

APPLYING DISTANCES IN STATISTICS
C.M. Cuadras and J. Fortiana

1. INTRODUCTION

Since its beginning, modern Statistics has depended on Probability Theory,
Analysis, Measure Theory and Algebra. But also Geometry, especially the study
of properties related to distances, has been of a great importance.

Early use can be traced back to K. Pearson’s Chi-square and Student’s ¢ tests,
where the measure of divergence between ezpecied and observed are variants of

the Mahalanobis distance (z — y)’ - ¥

1
(z —y) where z,y € R”, and X is a

covariance matrix.

A non-trivial example, due to Hotelling [41] and Weyl [75], is commented,
showing a specific hypothesis on a nonlinear regression model in which a geodesic
distance should be used instead of the likelihood ratio.
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The present paper summarizes the application of distances to Statistics in:
e Point estimation

o Testing hypotheses

Geometric representation of sets

Prediction models

2. POINT ESTIMATION

2.1. Linear Models

The neatest and most elegant use of distance arises in the normal linear model
y = X -B+e, where the estimation of regression parameters and variances can be
expressed in terms of linear projections and norms. The F-test of Ho: ¥ = ¥y,
where ¥ is an estimable parametric function, can be expressed in terms of a
Mahalanobis-like distance between ¥ and ¥g.

2.2. Kullback-Leibler Divergence

This divergence between probability densities p, ¢ with respect to a measure
i, defined as K(p,q) = [ plog(p/q)du, plays an important role in estimation.
Given a model I' = {p (z,8), 8 € O}, the maximum likelihood estimation 8 of 6
verifies that the divergence K between p (z, 5) and p (z, ) is a minimum, where
o is the true parameter. It is shown that this property holds even when the
true density ¢ does not belong to the model, by defining the true parameter in
this case as that of the density in T nearest to ¢ with respect to K.

2.3. The Minimum Distance Method

This method of estimation, proposed by J. Wolfowitz [76], is a useful tool in
nonparametric estimation of densities, distributions, regression curves, etc. Gi-
ven the model T' = {F (z,6), 6 € O}, (where the F’s are now distribution func-
tions), the estimation § for 6 is obtained by minimizing the distance 6 (G, Fy)
between the empirical distribution G, and distributions in I'. Kolmogorov and

Cramér-von Mises statistics are used as the measure § of the distance.
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3. TEST OF HYPOTHESES

3.1. Mahalanobis Distance

This distance is fundamental for multinormal inference. It appears in the
Student’s ¢ and Hotelling’s 77 tests on means, in testing general linear hypot-
heses on a multivariate linear model ¥ = X - B + E, in comparing two linear
models, etc. It is shown that the Neyman-Pearson [59] likelihood ratio test A is
asymptotically equivalent to the Rao [68] criterion based on efficient scores, i.e.

—2log A = Vi - Fou ™1 - Vi,

where the right hand of the above expression can again be interpreted as a
Mahalanobis distance.

3.2. Matusita Distance

- 2
Defined as §*(Fy, Fp) = [ {\/fl(z - \/fz(:c)} dz, it allows us to compare
two distribution functions, to make inferences on means and covariances, to test

independence of subsets of variables, etc. In the multinormal case, Matusita and
other related distances are functions of the Mahalanobis distance.

3.3. Rao Distance

A statistical model is understood as a Riemannian manifold structure, with
metric represented by the Fisher information matrix in appropriate coordinates.
The Rao distance between two elements in the model is the length of a geodesic
joining them. This distance has been computed for many parametric families
and has an asymptotic distribution allowing us to make inferences. Furthermore,
when the model is univariate elliptic, the test based on this distance is equivalent

to the F' test [7]. Recently, Mitchell [57] has studied the estimation of Rao
distances.

4. REPRESENTING A FINITE SET

Many interesting applications of the distance concept in Statistics appear
through geometrical representations of a finite set U, which can be classified
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as Euclidean (plotting along ordinations axes), Ultrametric (by a dendrogram),
Quadripolar (by an additive tree) and Robinson (by a pyramid).

4.1. Euclidean Representation

Given'an n x n distance matrix A defined on U, Theorem 4.1 gives the con-
dition for A to be Euclidean and provide an explicit set of optimal coordinates,
called Principal Coordinates, allowing U to be represented optimally in reduced
dimension. The Euclidean property holds when B is semidefinite positive. When
it is not, then we need to introduce imaginary coordinates (Theorem 4.2).

4.2. Ultrametric Representation

An ultrametric distance on U is equivalent to an indexed hierarchy (C,«)
of subsets of U/. These structures, or their graphical counterpart, dendrograms
(Fig. 1), are the basis of Numerical Taxonomy. Propositions 1 (Holman’s the-
orem) and 2 give Euclidean properties of an ultrametric on U. Proposition 3
[24] explains this dimensionality under the perspective of Theorem 4.1, while
Proposition 4 (Critchley [11]), shows that it is possible to find a (rather special)
one—dimensional representation of a dendrogram.

4.3. Quadripolar Representation

A finite set with a quadripolar distance can be represented by an additive
tree (a connected graph with no cycles, where the metric is defined by the length
of the axes). One motivation for this representation is the study of evolutionary
trees: in this case (Fig. 3), extremes of the tree are contemporary species while
the other nodes correspond to common ancestors. A quadripolar distance is in
general non Euclidean, but (Proposition 5) the square root transformation yields
a Euclidean distance.

4.4. Robinson Representation

Now the motivation is the seriation of archaeological objects, where dimen-
sionality is dominated by time. For a distance matrix A to have the Robinson
property, distances must increase when moving away from the diagonal along
rows or columns. There is a bijection between Robinson distances and pyramids,
a kind of graph (Fig. 4) which generalizes dendrograms.
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5. DISTANCE BASED PREDICTION

Distances can be used to predict a response variable Y, given a set = of
explanatory variables. We present the following cases:

1. Y continuous, = mixed variables.
2. Y continuous, = continuous, nonlinear relationship.

3. Y discrete with g states, = mixed (Discriminant analysis).

5.1. Prediction with Mixed Variables

Based on model (8), where X is a suitable subset of columns of X, the
principal coordinate solution obtained from A (Theorem 4.1). The distance
matrix A has been found by defining dissimilarities between observations on the
basis of the mixed set = of variables. A good choice is Gower’s coefficient [36].
This method, proposed by Cuadras and Arenas [17, 21], generalizes classical
regression and reduces to it when the Euclidean distance is used.

5.2. Nonlinear Prediction

Model (8) also performs well for prediction when Y is related to = by a
nonlinear function. It is only necessary to use distance 6;-"]- = 2=1 |&in — & nl-
Cuadras and Fortiana [23] prove the equivalence of this model to an orthogonal
polynomial regression for one~dimensional =.

5.3. Discriminant Analysis

Following the same idea, given g populations with ¢ distance matrices Ay, k =
1,...,9, (10) gives a discriminant function and [DB] provides an allocation rule.
This distance-based method has good properties [20].

5.4. Prediction when populations are known

The population version of (10) is given in (11), where the discriminant func-
tions depend on the expected value of the squared distances between observa-
tions. The allocation rule is still [DB]. This rule reduces to the linear discrimi-
nant when the Mahalanobis distance is used, is equivalent to the ML rule for
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multinomial data, is additive and provides results similar to those based on the
Bayes rule when prior probabilities are known.

The population version of the regression model (8) is obtained [23] by finding
a continuous version of Principal Coordinate Analysis with respect to distance
d(u,v) = \/|u—v| u,v € (0,1) for a uniform (0, 1) distribution. This solution

can be used in prediction and generalized for any-continuous random variable.
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